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Resumen. El Sindrome de Guillain-Barré (SGB) es un trastorno neu-
rolégico donde el sistema inmune del cuerpo ataca al sistema nervioso
periférico. Esta enfermedad es de rapida evoluciéon y puede llevar a
una paralisis de todo el cuerpo. En casos graves necesita ventilacién
asistida. Existen cuatro variantes del SGB: Polineuropatia Desmielini-
zante Inflamatoria Aguda (AIDP), Neuropatia Axonal Motora Aguda
(AMAN), Neuropatia Axonal Sensorial Aguda (AMSAN) y Sindrome de
Miller-Fisher (MF). Es necesario identificar el subtipo de SGB que el
paciente contrajo debido a que el tratamiento es diferente de acuerdo al
subtipo contraido. Esta enfermedad puede afectar la vida y la familia del
paciente debido a que puede llevar afos la recuperacién total. Realiza-
mos este estudio experimental con un dataset desbalanceado multiclase.
Este dataset es un registro de 129 pacientes diagnosticados con alguna
variante del SGB. Binarizamos el dataset original aplicando la técnica
“Uno contra todos”. Aplicamos tres métodos de sobremuestreo (MWMO-
TE, RWO y RACOG), los cuales generan instancias sintéticas usando
diferente enfoque. Aplicamos tres clasificadores individuales (Arbol de
decisién, SVM y JRip). El rendimiento de los algoritmos se obtuvo
mediante la curva ROC y el drea bajo la curva AUC. Se obtuvieron mo-
delos predictivos con datos balanceados y modelos predictivos con datos
desbalanceados. Aplicamos la prueba Wilcoxon para conocer si existen
diferencias estadisticamente significativas entre los modelos balanceados
y los modelos desbalanceados. Los resultados muestran que balancear
el dataset mejora el rendimiento de los modelos predictivos. Balancear
la clase minoritaria utilizando el método RWO en combinacién con el
clasificador SVM obtuvo los mejores resultados.

Palabras clave: Dataset multiclase, desbalanceo, sobremuestreo, apren-
dizaje automatico, clasificacién, binarizacion.
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Performance of Oversampling Methods for
Guillain-Barré Syndrome Predictive Models

Abstract. Guillain-Barré Syndrome (GBS) is a neurological disorder
where the body’s immune system attacks the peripheral nervous system.
This disease is rapidly evolving and can lead to paralysis of the entire
body. In severe cases, it needs assisted ventilation. There are four GBS
variants: Acute Inflammatory Demyelinating Polyneuropathy (AIDP),
Acute Motor Axonal Neuropathy (AMAN), Acute Sensory Axonal Neu-
ropathy (AMSAN), and Miller-Fisher Syndrome (MF). It is necessary to
identify the GBS subtype that the patient has because the treatment is
different according to the developed subtype. This disease can affect the
life and family of the patient because it can take years for the patient to
fully recover. We conducted this experimental study with an imbalanced
multiclass dataset. This dataset is a record of 129 patients diagnosed
with some variant of GBS. We converted in binary the original dataset
applied the technique “One versus all”. We applied three oversampling
methods (MWMOTE, RWO, and RACOG) which generate synthetic
instances with a different approach. We applied three simple classifiers
(decision tree, SVM and JRip). The performance of the algorithms was
obtained using ROC curve and the area under the curve AUC. Predictive
models with balanced data were obtained, along with predictive models
with imbalanced data. We applied the Wilcoxon test to find out if there
were statistically significant differences between the balanced models and
the imbalanced ones. Results show that balancing the dataset improves
the performance of predictive models. Balancing the minority class using
the RWO method in combination with the SVM classifier obtained the
best results.

Keywords: Multiclass dataset, imbalance, oversampling, machine lear-
ning, classification, binarization.

1. Introduccién

El Sindrome de Guillain-Barré es una rara afeccién que ocurre cuando el siste-
ma de defensa del cuerpo, comtinmente llamado sistema inmunitario, ataca parte
del sistema nervioso periférico. Los primeros sintomas son debilidad muscular y
hormigueo en las extremidades. La rapida evolucién de este padecimiento puede
llevar a paralizar todo el cuerpo. Existen cuatro variantes conocidas: Polineuro-
patia Desmielinizante Inflamatoria Aguda (AIDP), Neuropatia Axonal Motora
Aguda (AMAN), Neuropatia Axonal Sensorial Aguda (AMSAN) y Sindrome de
Miller-Fisher (MF). Se desconoce la causa exacta del SGB, pero del 50 % al 70 %
de los casos aparecen de una a dos semanas después de una infeccion respiratoria
o gastrointestinal [7]. Actualmente existen estudios en los cuales se relaciona con
el Zika [15].
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Los casos graves son raros, sin embargo, pueden producir una parélisis casi
total y requerir una monitorizacién de cuidados intensivos prolongada e incluso
ventilacién mecéanica, aunque la mayoria de los casos se recuperan totalmente.

Esta enfermedad puede afectar extremadamente la vida y la familia de un
paciente porque puede llevar afios la recuperacién total del individuo [19]. El
ingreso temprano al hospital y el tratamiento temprano son importantes pa-
ra disminuir la necesidad de asistencia respiratoria y mejorar el resultado. El
diagnostico se basa en hallazgos clinicos, de laboratorio y neurofisiolégicos. El
tratamiento temprano es crucial para un resultado favorable. El tratamiento
varia de acuerdo al subtipo contraido. La identificacién del subtipo de SGB
que el paciente contrajo en forma temprana, permitira aplicar el tratamiento
adecuado para disminuir la morbilidad y mortalidad a largo plazo [10].

En trabajos anteriores [2,3] se crearon modelos predictivos utilizando los
datos originales, es decir, un conjunto de datos conformado por clases desba-
lanceadas. El desbalanceo de clases es un problema que afecta el resultado de
los clasificadores. Este se presenta debido a que los algoritmos de clasificacién
estan basados en la idea que los datasets se encuentran balanceados. Cuando un
clasificador utiliza datos desbalanceados tiende a ignorar la clase minoritaria y
sesgar su resultado en la clase mayoritaria. El desbalanceo de datos se presenta
cuando en un dataset la cantidad de datos que conforma una de las clases tiene
significativamente menos datos respecto a la otra clase [11].

Existen dos tipos de desbalanceo de datos. El primero se conoce como des-
balanceo binario. El desbalanceo binario estd formado por un dataset con dos
clases, sin embargo, una de ellas contiene un mayor nimero de datos con respecto
a la otra. A esta clase se le llama clase mayoritaria y a la clase que tiene un
menor numero de instancias se le conoce como clase minoritaria. El segundo
tipo de desbalanceo, es el desbalanceo multiclase. El desbalanceo multiclase se
presenta cuando el dataset estd formado por més de dos clases y su distribucién
de datos es desigual para cada una de las clases. Para solventar el problema del
desbalanceo de datos, han surgido varias técnicas que mejoran el rendimiento de
los clasificadores.

Técnica a nivel algoritmo: esta técnica modifica el algoritmo de clasifi-
cacion para darle mayor peso a la clase minoritaria para ser mas preciso. Sin
embargo, esta técnica no es variable, debido que depende de un clasificador
especifico y las modificaciones estan destinadas a resolver un problema de des-
balanceo para un algoritmo en particular [11].

Técnica a nivel de datos: basandose en el hecho que los datos son los que
deben estar equilibrados, este método realiza a través de diferentes técnicas el
balanceo de datos antes de pasarlos por el clasificador. A este método se le llama
preprocesamiento de datos. La ventaja de esta técnica es que puede ser utilizada
practicamente con cualquier clasificador [8].

Técnica costo-sensitivo: este método asigna pesos o instancias al conjunto
de prueba y no al conjunto de entrenamiento como en el modelo a nivel de
datos [8].
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En la técnica a nivel de datos existen tres diferentes formas de balancear
los datos de entrenamiento. El submuestreo de clases, que elimina instancias
de la clase mayoritaria hasta equilibrarla con la clase minoritaria. Sin embargo,
no es recomendable para un dataset con pocos datos debido a la pérdida de
datos. El sobremuestreo es una de las técnicas més utilizadas para balancear los
datos. Esta técnica genera nuevas instancias para anexarlas a la clase minoritaria
y equilibrarla con la clase mayoritaria. Por ultimo, existen métodos hibridos
que combinan el sobremuestreo y el submuestreo. En la literatura especializada
existen diferentes métodos de sobremuestreo clasicos para balancear la clase
minoritaria del conjunto de entrenamiento.

Chawla y colaboradores [4] presentan SMOTE (Synthetic Minority Over-
sampling Technique), este método es el mas usado y con mayor éxito para balan-
cear un dataset. SMOTE crea instancias sintéticas a lo largo de los segmentos de
la linea que unen a cualquiera de los vecinos més cercanos a la clase k minoritaria.
Las nuevas instancias se generan a través de diferencias entre las instancias y su
vector de caracteristica considerando sus vecinos mas cercanos. Existen métodos
basados en SMOTE creados para mejorar la generacién de instancias sintéticas,
pero SMOTE es el considerado clasico en la literatura.

En un primer estudio exploratorio [17], analizamos el comportamiento de los
datos balanceados aplicando el método SMOTE con seis diferentes porcentajes
de sobremuestreo sintético para la clase minoritaria, binarizando el dataset
aplicando OVO. Los resultados arrojaron que SMOTE al 100% obtuvieron
los mejores resultados. En un estudio més amplio [18], utilizamos dos técnicas
diferentes de binarizacién: OVO (Uno contra Uno) y OVA (Uno contra todos).
Los resultados demostraron que eliminar datos baja el rendimiento de los clasi-
ficadores, y SMOTE volvié a demostrar su eficacia para mejorar el rendimiento
de los clasificadores respecto a los datos desbalanceados.

En este trabajo cumplimos dos objetivos. El primero fue explorar tres dife-
rentes métodos actuales de sobremuestreo para conocer cual de ellos mejora el
rendimiento de los clasificadores, y saber si estos métodos superan el rendimiento
de los métodos utilizados en trabajos anteriores. Estos métodos crean instancias
sintéticas de diferente manera. El segundo, conocer si crear modelos predictivos
con datasets balanceados mejoran los modelos predictivos creados con datasets
desbalanceados realizados en trabajos anteriores.

Para esto, convertimos el dataset multiclase desbalanceado en subsets bina-
rios utilizando la técnica de binarizacion “Uno contra todos”. Para realizar el
balanceo de datos, aplicamos tres métodos de sobremuestreo: MWMOTE [1],
RWO [21] y RACOG [6], que generan instancias sintéticas con diferente enfoque
cada uno. Las instancias creadas se anexan a la clase minoritaria hasta alcanzar el
equilibrio con la clase mayoritaria. Aplicamos tres algoritmos de clasificacion que
crean modelos predictivos de diferente manera. C4.5 (Arbol de decisién), forma
jerdrquica; SVM basado en kernel; JRip (Ripper) basado en reglas. Utilizamos
la curva ROC y el area bajo la curva AUC como medidas de rendimiento. Los
modelos creados son el promedio de 60 ejecuciones con diferentes semillas.
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Se aplico la prueba Wilcoxon, para conocer si existe una diferencia estadisti-
camente significativa entre los modelos predictivos creados con datos balanceados
versus los modelos predictivos creados con los datos desbalanceados.

Este articulo estd organizado de la siguiente forma: En la seccién 2 presenta-
mos una descripcion del dataset, los algoritmos de clasificacién y los métodos de
sobremuestreo y la medida de rendimiento utilizada en el estudio. La seccién 3
describe el procedimiento experimental. En la seccién 4 presentamos los resulta-
dos experimentales. Finalmente, en la seccién 5 damos conclusiones del estudio
y sugerimos trabajos futuros.

2. Materiales y métodos

2.1. Conjunto de datos

El dataset usado en este estudio es un registro de pacientes diagnosticados
con SGB. Estos datos son una recopilacién de informacién de 129 individuos
con algin subtipo de SGB, divididos en: 20 con AIDP, 37 con AMAN, 59 con
AMSAN y 13 con MF. Los datos originales estdn conformados por 4 clases
desbalanceadas, es decir, la cantidad de pacientes con algin subtipo de SGB es
desigual respecto a las otras. El dataset se obtuvo a través del Instituto Nacional
de Neurologia y Neurocirugia de la Ciudad de México.

El dataset original consta de 356 variables. En un articulo anterior seleccio-

namos las variables més relevantes [9]. Las variables v22, v29, v30 y v31 son de
tipo clinico. El resto de variables pertenecen a la prueba de conduccién nerviosa.
A continuacién, se muestran las variables utilizadas en este estudio.
[v22] = Simetria (en debilidad), [v29]= Afectacién de los musculos extraocu-
lares, [v30]= Ptosis, [v31]= Implicaciéon cerebelosa, [v63]= Amplitud del
nervio motor mediano izquierdo, [v106]= Area bajo la curva del nervio motor
cubital izquierdo, [v120]1= Area bajo la curva del nervio motor cubital derecho,
[v130] = Amplitud del nervio motor tibial izquierdo, [v141]= Amplitud del ner-
vio motor tibial derecho, [v161]= Area bajo la curva del nervio motor peroneo
derecho, [v172]= Amplitud del nervio sensorial mediano izquierdo, [v177]1=
Amplitud del nervio sensorial mediano derecho, [v178]= Area bajo la curva del
nervio sensorial mediano derecho, [v186]= Latencia del nervio sensorial cubital
derecho, [v187]= Amplitud del nervio sensorial cubital derecho, [v198]= Area
bajo la curva del nervio sensorial sural derecho.

2.2. Algoritmos de aprendizaje automatico
Algoritmos de sobremuestreo

« MWMOTE (Majority Weighted Minority Oversampling TEchnique): Esté
basado en que no solo el desbalanceo de clases afecta el resultado del clasi-
ficador, sino que también la posicién de las instancias de la clase minorita
repercute en el resultado. Ademads, en que los métodos de sobremuestreo
actuales pueden producir instancias sintéticas incorrectas. El objetivo de
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este método es mejorar la seleccién de las instancias minoritarias y mejorar
la forma de generar los nuevos datos sintéticos. MWMOTEesta divido en tres
etapas: 1) identifica las muestras de la clase minoritaria mas importantes y
dificiles de aprender del dataset minoritario original, 2) asigna un peso de
seleccién de acuerdo a la importancia en los datos, 3) genera las muestras
sintéticas utilizando el enfoque de agrupamiento para asegurarse que se
encuentran dentro de un grupo de la clase minoritaria.
» RWO (Random Walk Over-Sampling approach): Utiliza un enfoque de so-
bremuestreo de caminata aleatoria. El objetivo es agregar nuevas instan-
cias sintéticas lo mds cerca posible de las originales. Ademds, respetar la
distribucién original de la clase minoritaria mas expandir los limites de la
clase minoritaria lograran obtener un conjunto de datos balanceado mas
beneficioso que ayudara en el rendimiento de los clasificadores. RWO intenta
mantener la distribucién de los datos de la clase minoritaria sin cambios
calculando la media y la varianza de los atributos numéricos.
RACOG (RApidy COnverging Gibbs): Utiliza la distribucién de probabilidad
de la clase minoritaria para seleccionar y crear estratégicamente nuevas
muestras de entrenamiento de clase minoritaria. RACOG utiliza un esque-
ma de muestreo de Gibbs para generar una cadena de Markov con nuevas
muestras sintéticas de clase minoritaria utilizando el algoritmo del arbol de
dependencia de Chow-Liu. Este método evita la superposicién de clases.

Utilizamos estos métodos de sobremuestreo para balancear los datos de entre-
namiento debido a que son algoritmos creados recientemente. Ademaés, cada uno
de ellos genera de forma diferente instancias sintéticas para la clase minoritaria.

Clasificadores individuales

= C4.5 (Arbol de decisién): Este clasificador basa su resultado en forma jerdrqui-
ca. Es facil de interpretar, rapido y robusto al ruido. Es recomendado para
diagndéstico médico [8].

= SVM (Méquina de vector soporte): SVM construye un hiperplano en un
espacio bidimensional para separar las clases. Es uno de los clasificadores con
muy alta precisién respecto a otros clasificadores, como regresion logistica y
Naive Bayes [8].

» JRip (RIPPER, repeated incremental pruning to produce error reduction):
Identifica un conjunto de reglas para obtener el resultado. Es facil de inter-
pretar para los humanos [16].

Seleccionamos estos algoritmos con el objetivo de obtener los resultados

usando diferentes enfoques de clasificacion.

2.3. Medidas de rendimiento

Evaluamos la eficiencia de los modelos predictivos mediante la curva ROC

(Receiver Operating Characteristic) y el drea bajo la curva AUC (Area Under
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the Curve). La curva ROC mide qué tan bien se clasifican las predicciones, asf
como la calidad de las predicciones del modelo. La curva ROC se define como
la sensibilidad, que es la tasa de verdadero positivos y 1-especificidad que es
la tasa de falsos positivos. El drea bajo la curva AUC nos permite identificar
una clase. Para este experimento, nos sirve para discriminar entre un subtipo
de SGB entre los otros subtipos. En esta medida de rendimiento, los valores
> .900 se consideran modelos excelentes. Los valores > .700 significa que son
buenos modelos. Sin embargo, los valores con < .500 estan considerados malos
modelos [14].

2.4. Técnica de binarizacion

En problemas de clasificacién con datasets multiclase es comin convertir
el dataset original en subproblemas binarios. Una de las formas generalmente
utilizadas es la técnica “Uno contra todos” [13]. Esta técnica toma una clase que
se convertird en la clase minoritaria. La suma de las clases restantes seran la
clase mayoritaria. Este proceso se repetird dependiendo el niimero de clases que
tenga el dataset original.

Utilizamos la técnica de binarizacién “Uno contra todos” para reconstruir el
dataset original en varios datasets binarios:

El primer subset estd formado por las instancias de la clase 1 (AIDP),
llamada clase minoritaria. La clase mayoritaria se forma a través de la suma de
las instancias de las clases restantes 2 (AMAN), 3 (AMSAN) y 4 (MF).

El segundo subset estd formado por las instancias de la clase 2 (AMAN),
llamada clase minoritaria. La clase mayoritaria se forma a través de la suma de
las instancias de las clases restantes 1 (AIDP), 3 (AMSAN) y 4 (MF).

El tercer subset estd formado por las instancias de la clase 3 (AMSAN),
llamada clase minoritaria. La clase mayoritaria se forma a través de la suma de
las instancias de las clases restantes 1 (AIDP), 2 (AMAN) y 4 (MF).

El cuarto subset esta formado por las instancias de la clase 4 (MF), llamada
clase minoritaria. La clase mayoritaria se forma a través de la suma de las
instancias de las clases restantes 1 (AIDP), 2 (AMAN) y 3 (AMSAN).

Utilizar esta técnica nos ayuda a identificar uno de los cuatro subtipos de
SGB, discriminando de los restantes.

2.5. Validacién

Utilizamos la evaluacién train-test para cada clasificador. Dividimos el da-
taset en dos subconjuntos de datos. El primero son los datos de entrenamiento,
estos se usaron para construir el modelo. El segundo conjunto de datos llamado
prueba, se mantienen aparte y a través de ellos se evalué el modelo. El rendi-
miento de este modelo se realizé con los datos de prueba. Usamos dos tercios de
los datos para el entrenamiento y un tercio para las pruebas del modelo.
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3. Procedimiento experimental

Utilizamos la técnica de binarizacién “Uno contra todos” para crear cuatro
subsets binarios desbalanceados. En la Tabla 1 se muestra el resultado de la
binarizacién del dataset original multiclase desbalanceado SGB. La primera
columna, muestra los cuatro subsets obtenidos con la técnica “Uno contra todos”.
La segunda columna, muestra el nimero de instancias que forman la clase mino-
ritaria para cada subset. La tercera columna, muestra el subtipo que pertenece
la clase minoritaria. La cuarta columna, muestra el nimero de instancias que
forman la clase mayoritaria para cada subset. La quinta columna, muestra los
subtipos que forman la clase mayoritaria.

Tabla 1. Subsets binarios obtenidos con el método “Uno contra todos”.

Subset Clase Subtipo Clase Suma
minoritaria mayoritaria subtipos
SGB1 20 AIDP 109 AMAN, AMSAN y MF
SGB2 37 AMAN 92 AIDP, AMSAN y MF
SGB3 59 AMSAN 70 AIDP, AMAN y MF
SGB4 13 MF 116 AIDP, AMAN y MF

Tabla 2. Resultados de los subsets balanceados aplicando los métodos de sobremues-
treo.

Subset Datos de Datos generados Clase Clase
entrenamiento con MWMOTE, minoritaria mayoritaria
desbalanceados RWO y RACOG balanceada original

SGB1 15 56 71 71

SGB2 25 37 62 62

SGB3 40 7 47 47

SGB4 9 69 78 78

Particionamos cada subset en entrenamiento (66 %) y prueba (34 %). A los
cuatro subsets de entrenamiento de la clase minoritaria, se le aplicaron tres dife-
rentes métodos de sobremuestreo (MWMOTE, RWO y RACOG) con el objetivo
de equilibrarlos con la clase mayoritaria. Los datos de prueba se utilizaron para
medir el rendimiento de los modelos obtenidos. En la Tabla 2 se muestran los
cuatro subsets balanceados con las tres diferentes técnicas de sobremuestreo.
En la primera columna se muestran los cuatro subsets. La segunda columna,
muestran los datos de entrenamiento de la clase minoritaria. La tercera columna,
muestra las instancias generadas a través de cada método de sobremuestreo.
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La cuarta columna, muestra la suma de las instancias originales con las
instancias generadas por los métodos de sobremuestreo. La quinta columna,
muestra los datos de entrenamiento de la clase mayoritaria.

Una vez balanceados los cuatro subsets se les aplicaron los tres clasificadores
individuales (C4.5, SVM y JRip). Cada uno de los modelos es el promedio de 60
ejecuciones con diferente semilla. La medida de rendimiento fue el area bajo la
curva AUC. Por otro lado, se utilizaron los subsets desbalanceados para aplicar
los tres clasificadores individuales. Se obtuvieron modelos predictivos con los
datos desbalanceados.

Realizamos una comparaciéon de los modelos obtenidos con los datos balan-
ceados contra los modelos conseguidos con los datos desbalanceados. Se aplicé la
prueba Wilcoxon para conocer si existe diferencia estadisticamente significativa,
siempre y cuando los modelos balanceados superaran los modelos desbalancea-
dos.

Los experimentos en R se realizaron sobre RStudio 1.2.1335. Utilizamos el
paquete imbalance [5] para los tres métodos de sobremuestreo MWMOTE,
RACOG y RWO. Respecto a los clasificadores, utilizamos el paquete RWeka
0.4-39 [20] para C4.5 y JRip. El clasificador SVM usamos el paquete e1071
1.7-0 [12].

SVM se optimizé a través de la funcién tune, asignando los valores 0.001,
0.01, .1, 1, 10, 50, 80, 100 para el parametro C.

4. Resultados y discusion

La Tabla 3 muestra los modelos predictivos obtenidos mediante la aplicacion
de tres diferentes métodos de sobremuestreo (MWMOTE, RWO y RACOG).
Utilizamos la curva ROC y el area bajo lacurva AUC como métrica de los
modelos. Cada modelo es el promedio de los resultados obtenidos a través de 60
ejecuciones. Se realizé la prueba estadistica Wilcoxon de los modelos balanceados
contra los modelos desbalanceados, siempre y cuando el modelo balanceado haya
obtenido un mejor rendimiento respecto al modelo desbalanceado.

El objetivo fue conocer si existe una diferencia estadisticamente significativa
entre dichos modelos. En la columna 1 se muestran los cuatro subsets obtenidos
mediante la binarizacién del dataset. La columna 2 muestra los tres clasificadores
utilizados en cada subset para obtener los modelos predictivos. En la columna
3 se muestran los modelos obtenidos con los clasificadores utilizando datos
desbalanceados. En las columnas 4, 6 y 8 se observan los modelos obtenidos
usando datos balanceados aplicando tres diferentes técnicas de sobremuestreo
y tres clasificadores. Las columnas 5, 7 y 9 muestra el resultado de la prueba
Wilcoxon. NPW representa que no fue necesario realizar la prueba Wilcoxon; N'S
significa que no se encontré diferencia significativa entre los modelos balanceados
y los modelos desbalanceados; 8 muestra que existe diferencia estadisticamente
significativa entre los modelos balanceados y los modelos desbalanceados. Se
obtuvieron 36 modelos balanceados creados con los tres diferentes métodos de
sobremuestreo (MWMOTE, RWO y RACOG) y tres clasificadores (C4.5, SVM y
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JRip). Por otro lado, se crearon 12 modelos utilizando los datos desbalanceados.
Se realizé una comparaciéon entre los modelos desbalanceados y los modelos
balanceados. La comparacion se realizé a través de la prueba estadistica Wil-
coxon para conocer si existen diferencias estadisticamente significativas entre
dichos modelos. Con cada subset se crearon 9 modelos balanceados y 3 modelos
desbalanceados

Usando el subset SGB1 los resultados muestran que el método MWMOTE
con el clasificador JRip obtuvieron un modelo con diferencia estadisticamente
significativa. El clasificador SVM con los datos balanceados utilizando los méto-
dos MWMOTE y RWO, obtuvieron dos modelos que superaron el rendimiento de
los datos desbalanceados, sin embargo, no se encontraron diferencias estadistica-
mente significativas. En los 6 modelos restantes no se realizaron prueba Wilcoxon
debido que los datos desbalanceados tuvieron un mejor rendimiento respecto a
los datos balanceados.

Con el subset SGB2 los resultados muestran que el método RWO utilizan-
do el clasificador SVM obtuvo una diferencia estadisticamente significativa. El
clasificador SVM en combinacién con RACOG mejoré los datos desbalanceados;
el clasificador JRip aplicando MWMOTE y RWO obtuvieron dos modelos que
mejoraron el rendimiento de los modelos desbalanceados; El clasificador SVM
usando RACOG obtuvo un modelo que mejord los modelos desbalanceados, sin
embargo, en ninguno de los casos se encontraron diferencias estadisticamente
significativas. En otros cinco modelos balanceados no se realizé la prueba Wil-
coxon debido que los modelos con datos desbalanceados obtuvieron un mejor
rendimiento respecto a los modelos balanceados.

Aplicando el subset SGB3 los resultaron muestran que 6 modelos balan-
ceados superaron a los modelos desbalanceados. El método de sobremuestreo
RACOG con los tres clasificadores, los tres modelos balanceados mejoraron a los
modelos desbalanceados. El método RWO con los clasificadores SVM y JRip,
dos modelos balanceados superaron a los modelos desbalanceados. El método
MWMOTE utilizando el clasificador SVM, un modelo balanceado mejoré los
modelos desbalanceados. Sin embargo, en los seis casos no se encontraron dife-
rencias estadisticamente significativas. En tres modelos balanceados no se realizé
la prueba Wilcoxon debido que los modelos con datos desbalanceados obtuvieron
un mejor rendimiento respecto a los modelos balanceados. Este subset obtuvo el
peor rendimiento. En ninguno de los 9 modelos creados con datos balanceados
se encontré diferencia estadisticamente significativa.

Finalmente, con el subset SGB4, en todos los casos los modelos balanceados
superaron el rendimiento de los modelos desbalanceados. El método RWO con
los tres clasificadores,tres modelos obtuvieron diferencias estadisticamente signi-
ficativas. MWMOTE en combinacién con C4.5 y SVM, dos modelos obtuvieron
diferencias estadisticamente significativas. RACOG usando SVM obtuvo un mo-
delo con diferencia estadisticamente significativa. Los tres modelos balanceados
restantes mejoraron el rendimiento de los datos desbalanceados, sin embargo, no
se obtuvieron diferencias estadisticamente significativas. Este subset obtuvo el
mejor rendimiento respecto a los demas.
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Tabla 3. Resultados de los modelos predictivos utilizando MWMOTE, RWO vy
No significantivo; 8 = Significantivo).

RACOG para sobremuestrar la clase minoritaria. Los valores son el promedio del area

bajo la curvas AUC obtenidas (NPW
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Tabla 4. Resumen de los modelos con diferencia estadisticamente significativa, por
método y por clasificador.

Subsets MWMOTE RWO RACOG
SGB1 JRip - -
SGB2 - SVM -
SGB3 - R

SGB4 C4.5, SVM  C4.5, SVM, JRip SVM

En la Tabla 4 se muestran los resultados de los modelos que obtuvieron
diferencias estadisticamente significativas. El método RWO obtuvo el mejor
rendimiento respecto a los otros dos métodos de sobremuestreo. RWO obtuvo
cuatro modelos con diferencia estadisticamente significativa.

MWMOTE obtuvo 3 modelos con diferencia estadisticamente significativa.
RACOG fue el método con el peor rendimiento, solo se encontré un modelo
con diferencia estadisticamente significativa. En cuanto a los clasificadores, em-
pleando SVM se hallaron 4 modelos con diferencia estadisticamente significativa.
Aplicando JRip, se encontraron 2 modelos con diferencia estadisticamente signi-
ficativa. El clasificador C4.5, encontré 2 modelos con diferencia estadisticamente
significativa.

De los 36 modelos obtenidos con datos balanceados, 14 modelos superaron
los modelos desbalanceados, sin embargo, no se encontré diferencia estadistica-
mente significativa. Por otro lado, 14 modelos fueron superados por los modelos
desbalanceados, por lo tanto, no se aplicé la prueba Wilcoxon. Por tdltimo 8
modelos tuvieron diferencia estadisticamente significativa.

El método de sobremuestreo RWO en combinacién con el clasificador SVM
obtuvo los mejores resultados.

5. Conclusiones

En este estudio, exploramos tres diferentes técnicas de sobremuestreo con
la finalidad de balancear el dataset multiclase desbalanceado SGB y obtener
mediante tres clasificadores, modelos predictivos utilizando datos balanceados.
Buscamos comprobar si balancear los datos mejoran el rendimiento de los mo-
delos.

Se obtuvieron cuatro subsets a través del método de binarizacién “uno contra
todos”. A cada subset de entrenamiento aplicamos los métodos MWMOTE,
RWO, y RACOG para sobremuestrear la clase minoritaria y equilibrarla con
la clase mayoritaria. Por otro lado, se crearon modelos predictivos utilizando
datos desbalanceados. Utilizamos 3 clasificadores que determinan sus resultados
de diferente manera: C4.5 (jerdrquico), SVM lineal (kernel) y JRip (reglas). La
medida de rendimiento utilizada fue la Curva ROC y el drea bajo la curva AUC.
Aplicamos la prueba Wilcoxon para conocer si existe diferencia estadisticamente
significativa entre los modelos balanceados y los modelos desbalanceados, siem-
pre y cuando los datos balanceados sean superiores a los datos desbalanceados.
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El método de sobremuestreo RWO obtuvo los mejores resultados. Aplicando
RWO obtuvimos 12 modelos, en ocho ocasiones superaron los datos desbalancea-
dos, de los cuales, 4 de ellos obtuvieron diferencia estadisticamente significativa,;
en 4 modelos tuvieron bajo rendimiento respecto a los datos desbalanceados.
Usando MWMOTE, 7 modelos superaron los datos desbalanceados, en 3 ocasio-
nes se encontré diferencia estadisticamente significativa; en 5 modelos obtuvieron
mejor rendimiento los datos desbalanceados. El método RACOG obtuvo el peor
rendimiento. En 7 modelos que superaron los datos desbalanceados, solo uno de
ellos obtuvo una diferencia estadisticamente significativa; en 5 modelos obtuvie-
ron mejor rendimiento los datos desbalanceados.

Respecto a los clasificadores, SVM obtuvo el mejor rendimiento. Utilizando
SVM se crearon 12 modelos balanceados, 10 modelos superaron a los modelos
desbalanceados, en 4 de ellos se encontro diferencia estadisticamente significativa;
2 modelos fueron superados por los datos desbalanceados. Utilizando el clasifica-
dor JRip, ocho modelos superaron los modelos desbalanceados, sin embargo, solo
dos de ellos se encontro diferencia estadisticamente significativa; cuatro modelos
fueron superados por los modelos desbalanceados. El clasificador C4.5 obtuvo el
peor rendimiento. Aplicando C4.5 se obtuvieron 12 modelos balanceados, cuatro
de ellos superaron los modelos desbalanceados, sin embargo, solo dos tuvieron
diferencia estadisticamente significativa; ocho modelos balanceados fueron supe-
rados por los modelos desbalanceados.

Los resultados revelan que balancear el conjunto de datos optimiza el rendi-
miento de los modelos predictivos. Sobremuestrear la clase minoritaria utilizando
el método RWO en combinacién con el clasificador SVM obtuvo los mejores
resultados.

Este estudio es una serie de trabajos que nos permitirdan encontrar el mejor
método de balanceo a nivel de datos, utilizando sobremuestreo y submuestreo,
que incremente el rendimiento de los modelos predictivos para identificar el
subtipo de SGB. Esto podré ser una herramienta complementaria para los espe-
cialistas y les permita ayudar en la identificaciéon de alguna de las variantes de
SGB que padezca el paciente.

Como trabajos futuros, experimentaremos con variantes clasicas de SMOTE,
hibridacién de diferentes técnicas de muestreo. Aplicaremos diferentes clasifica-
dores individuales y clasificadores combinados para mejorar el rendimiento de
los modelos actuales.
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